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요 약

미디어 데이터의 소비가 늘어나면서 저지연 서비스를 위한 콘텐츠 캐싱 기술이 중요해지고 있다. 콘텐츠 캐싱

의 효과를 극대화하기 위해서는 향후 높은 조회수를 가질 것으로 예상되는 콘텐츠를 찾을 수 있어야 한다. 하지

만, 콘텐츠별 조회수는 시간대에 따라 변화하며 유행의 변화, 콘텐츠 간 상관관계 등과 복잡하게 얽혀있기 때문에

정확한 예측이 쉽지 않다. 본 연구에서는 향후 콘텐츠들의 조회수를 높은 정확도로 예측하기 위한 딥러닝 기반의

학습 기법을 제안한다. 특히, 학습모델 전후에 데이터 매핑/역매핑 방법을 새롭게 제안하여, 학습모델이 콘텐츠 조

회수의 크기를 제외한 트렌드 학습에 집중할 수 있게 한다. 또한, 1DCNN-LSTM-Dense 계층 기반의 딥러닝 모델

을 제안하여 다중 속성 데이터 간의 상관관계, 시간 축에서의 데이터의 상관관계를 학습할 수 있도록 한다.

YouTube 데이터셋에 기반하여 제안 학습 기법과 기존에 제안되었던 다양한 휴리스틱 알고리즘, 정규화 기법, 데

이터 매핑 기법 등과 성능을 비교 평가한다. 평가 결과, 제안 학습 기법은 어떠한 미래 정보를 사전에 필요로 하

지 않으면서도 가장 높은 캐싱 정답률을 달성하는 것을 확인한다.

키워드 : 콘텐츠 캐싱, 딥러닝, 장단기 메모리, 콘텐츠 인기도, 조회수 예측.

Key Words : Content caching, deep learning, LSTM, content popularity, view count prediction

ABSTRACT

As media data consumption increases, content caching becomes important for low-latency services. To

maximize the effect of content caching, we need to find the contents expected to be viewed frequently in the

near future. However, the number of expected views for each content is hard to predict because it changes over

time, and is intertwined with view trends and correlations with other contents. In this study, we propose a deep

learning technique to predict the number of views of contents with high accuracy. In particular, we propose a

new data mapping/demapping method before and after the learning model, allowing the learning model to focus

on learning trends of view counts excluding the magnitude of view counts. In addition, we propose a deep

learning model based on the 1DCNN-LSTM-Dense layers to learn the correlation among multi-attribute data and
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Ⅰ. 서 론

스마트기기의대중화에따라 SNS 및 Over The Top

(OTT) 서비스에서 발생하는 미디어 데이터 트래픽이
급격히증가하고있다. 이러한데이터트래픽으로인한
백홀네트워크의부담을완화시키고, 미디어서비스를

낮은지연시간으로제공하는방법으로써콘텐츠캐싱
기술이주목받고있다. 콘텐츠캐싱이란, 콘텐츠를사용
자와가깝게위치한모바일에지컴퓨팅(MEC) 서버에

복제하여, 해당콘텐츠요청이발생시기존콘텐츠서
버가아닌 MEC 서버에서 직접서비스하는 기술이다.

그러나 MEC 서버의캐싱자원의양은제한적이고고

비용이기 때문에 극소수의 콘텐츠만 캐싱할 수 있다.

일반적으로, 사용자들로부터많은수요가있을것으
로예상되는 (인기도가높은) 콘텐츠들을위주로 MEC

서버에 캐싱한다. 이러한 방식을 따르는 이유는 많은
수의 콘텐츠 요청에 대하여 서비스 지연 시간을 줄일
수있기때문이다. 이를위해서는향후어떠한콘텐츠

요청이많이발생할지정확하게예측하는것이중요하
다. 과거연구들에서는콘텐츠캐싱문제를단순화하기
위하여 콘텐츠의 인기도가 변하지 않는다고 가정하거

나[1-3], 변화하더라도사전에알수있다고가정하였다
[4-6]. 그러나실제환경에서의콘텐츠의인기도는미리
주어지지않으며다양한요소로인하여시간에따라변

화한다[7].

최근, 향후의콘텐츠인기도를예측하기위해딥러닝
기반의학습모델연구가진행되고있다. 예를들어, 콘

텐츠의 인기도를 예측하기 위해 합성곱 신경망(CNN)

을통하여시간에따른과거의콘텐츠요청패턴을분석
하거나[8], 소셜 네트워크와 전이학습(Transfer

Learning)을함께이용하여콘텐츠별인기도학습시간
을 단축한 사례가 있다[9].

콘텐츠의요청은시간에따라수집되는시퀀스데이

터이기때문에, 시퀀스데이터를학습하는데효과적인
순환신경망(RNN)을 기반으로 하는 딥러닝 모델(예:

Long Short Term Memory (LSTM), Gated Recurrent

Unit(GRU))을적용한연구들이제안되어왔다. 예를들
어, 학습을위한입력시퀀스의각요소는시간순서에
따른각콘텐츠의 one-hot 인코딩된인덱스가될수있

으며[10], 출력은 콘텐츠들의 향후 인기도 벡터나[11,12],

앞으로요청될것으로예상되는콘텐츠의인덱스가된
다[13]. 이러한입력방식은시간축에서요청이인접한
콘텐츠 간의 상관관계를 포착하는데 효과적이며 유사

한콘텐츠소비취향을가진개별사용자또는사용자
집단을 학습하는데 유리하다.

또다른학습방법은단위시간동안의콘텐츠별조

회수를이용하는것이다. 이때입력시퀀스의각요소는
해당 시간대 동안 각 콘텐츠에 대한 조회수로 구성된
벡터로정의된다[14-17]. 이방법은시간에따른콘텐츠별

조회수변화패턴을효과적으로포착하여미래의콘텐
츠인기도를예측한다. 특히, LSTM 모델의입력차원
을줄이고학습시간을단축하기위하여오토인코더에

기반한입력데이터임베딩을적용하거나[14], LSTM의
학습성능을높이기위하여입력값의범위를정규화하
는연구가있었다[15]. 이와더불어, BiLSTM 모델과어

텐션계층을사용하여인접한시간대이외의시간대의
콘텐츠요청간상관관계를포착하고자하는연구와[17]

콘텐츠요청패턴이하루동안에도시간대별로다르다

는점을이용하여시간대별로학습모델을별도로구성
하여학습한연구가있었다[16]. 다른분야에적용된사
례로는시공간에따른사용자들의트래픽요청량을예

측하기 위하여 CNN과 LSTM을 함께 사용하거나[18],

주식시장을예측하기위하여시간에따른주식별시세
변화데이터를 LSTM으로학습한경우가있었다[19]. 그

러나앞서언급한학습모델기반의콘텐츠인기도예측
연구들은특정콘텐츠(예: 상위인기콘텐츠)에치중되
어학습되거나, 미리잘학습된임베딩모델을필요로

하거나, 정규화를위한콘텐츠별사전정보(예: 모든시
간에대한조회수의평균/표준편차또는최댓값/최솟값)

를 필요로 한다는 한계가 존재한다.

본연구에서는콘텐츠조회수히스토리를이용하여
학습모델이조회수의변화트렌드에만집중할수있는
데이터변환모듈과이를기반으로향후콘텐츠조회수

를 예측할 수 있는 1-dimensional CNN (1DCNN)-

LSTM-Dense 계층기반의학습모델을제안한다. 제안
한데이터변환모듈은콘텐츠별조회수크기와상관없

이입력데이터를같은영역으로매핑하여특정콘텐츠
에치우치지않고학습할수있으면서도콘텐츠에대한

the correlation of data on the time axis. Based on the YouTube dataset, we evaluate the performance of the

proposed learning technique and various previously proposed ones, including heuristic algorithms, normalization

techniques, and other data mapping techniques. The results shows that the proposed learning technique achieves

the highest caching performance without requiring any future information in advance.
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사전 정보가 필요하지 않다. 성능 평가를 위하여
YouTube 콘텐츠요청데이터셋을사용하였으며기존
에제안된기법들과비교하여예측성능이상회함을보

인다.

Ⅱ. 시스템 모델

2.1 서비스 모델
그림 1은본연구에서제안하는콘텐츠조회수예측

시스템구조이다. 대상지역의콘텐츠요청을관리하는

MEC 서버가존재하며, 이서버는캐싱할콘텐츠를결
정하기위한딥러닝모델과캐싱공간을보유하고있다.

전체콘텐츠의집합은 로정의하며, 단위시간대 마
다(예: 1시간간격) 해당시간대동안의콘텐츠 ∈의
실제조회수는 로정의한다. 시간대 의모든콘텐
츠에대한조회수벡터는   ∀∈로정
의한다. 본시스템의목표는시간대 가시작되는시점
마다 과거 시간대의 콘텐츠 조회수 히스토리      를 입력 데이터로 사용하여
시간대 t의미래콘텐츠조회수 를예측하는것이
다. 시나리오에따라, 입력으로주어지는데이터는조회

수 히스토리 외에도 다른 속성값(예: 댓글 수, 좋아요
수 등)이 있을 수 있는 상황을 가정한다.

그림. 1. 과거 데이터를 이용한 미래의 콘텐츠 조회수 예측
시스템.
Fig. 1. System architecture of future content request
prediction using historical data.

Ⅲ. 제안 기법

3.1 데이터 매핑 및 역매핑 모듈
콘텐츠조회수 는콘텐츠마다크게다르다. 예

를들어, 인기도가낮은콘텐츠는단위시간대동안의
조회수가 100회미만일수있지만, 인기도가높은콘텐
츠는 100만회이상의조회수를기록할수있다. 이해

를 돕기 위하여, 시간대에 따른 두 콘텐츠 과 의
조회수가 각각    sin와

   sin의 형태를 보이고, MEC 서버는 각

콘텐츠가이러한함수의조회수를가진다는것을모르
는상태에서조회수히스토리를기반으로향후조회수

를 예측한다고 가정하자. 두 콘텐츠의 조회수는 서로

다른 크기(예: , )를 가지지만 시간에 대하여
동일한트렌드(예: sin)를가지고있는상황이다. 이
때시간대에따른조회수   ,  를어떠한가공
없이그대로학습하는경우학습모델은제한된모델의

용량으로콘텐츠별조회수의크기와트렌드정보를모
두학습해야한다. 하지만, 크기정보는조회수히스토
리에서쉽게추출할수있기때문에크기정보를제외한

트렌드정보만을모델에학습시킨다면더높은예측정
확도를기대할수있다. 이러한이유로본연구에서는
모델에 를 직접 학습하지 않고 다음과 같이와  사이의 관계를 학습한다.

 



  if ≥ 

  if  

(1)

식 (1)에서 상수 는 오프셋으로 분모가 0이 되는
것을 방지하고 비인기 콘텐츠(예: 시간대별 조회수가
0~10 사이의콘텐츠)에대해 가급격하게변화하
는것을완충해주는역할을담당한다. 는콘텐츠
의조회수 가직전시간대  대비증가하
는경우엔  범위의값으로매핑되고, 반대로감소
하는경우엔  범위의값으로매핑된다. 증가하
는 경우와 감소하는 경우 모두 동일한 크기의 범위로
매핑되기때문에학습모델은증가트렌드와감소트렌

드를편향없이학습할수있다. 또한 는모든범
위의 에대해증가및연속함수이며미분가능하
다. 즉, 식 (1)은 에서크기정보를제거하면서트
렌드정보는왜곡을최소화하면서보존하는함수이다.

식 (1)은 그림 1에서 ⋅으로 표현되어있다.

매핑된히스토리데이터  를기반으로딥러
닝모델을학습후예측값   ∀ ∊가
출력하면, 아래와같이데이터역매핑과정을거쳐콘텐

츠조회수형태의예측값   ∀ ∊으로
복원한다.
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  if≤  
if   

(2)

이때 는시간대 에서이미관측된값이므
로 실제 조회수 값을 사용한다. 식 (2)는 그림 1에서⋅으로 표현되어있다. 제안 매핑 방법 외에도
minmax 정규화와 z-score 정규화방법이기존에존재
한다. 그러나 minmax 정규화는콘텐츠별전체시간대

에 대한 조회수 최댓값/최솟값 정보가 필요하며,

z-score 정규화는전체시간대에대한콘텐츠별조회수
의평균과표준편차정보가필요하다. 이정보들은사전

에알기힘든경우가많으며, 실시간학습시나리오에
적용하는것이어렵다. 또한, 훈련데이터내에정상값
과매우다른큰스케일의이상치가들어오는경우, 기

존정규화방법으로는전체시간대에대한이상적인정
규화가 이루어지지않아학습성능이떨어질수있다.

반면, 제안하는 데이터 매핑은 사전에 데이터의 통계

정보가필요하지않으며, 훈련데이터에이상치가존재
하는상황에도강인하다는장점이있다. 마지막으로, 조
회수뿐만아니라시간대에따른기타속성데이터들에

대해서도각속성간의크기차이와상관없이모두같은
범위로데이터를매핑하여학습시킬수있다는장점이
있다.

3.2 딥러닝 모듈
그림 2는매핑된데이터를학습하는딥러닝모델이

며, 크게 1DCNN, LSTM, Dense 계층으로 구성된다.

학습모델의입력은 3차원이며, (조회수를포함한다중

속성인덱스, 콘텐츠인덱스, 시간대인덱스)에따른수
치 데이터로 구성된다. 학습모델의 입력부엔 1DCNN

계층이존재하며, 동일한시간대에대하여주어진다중

속성데이터들을하나의합성곱특징으로매핑한다. 이
를통해다중속성데이터간의선형적인상관관계를학
습할수있으며, 입력의차원을감소시켜모델의학습

연산시간을단축할수있다. 1DCNN 계층의파라미터
수는입력에정의된속성의개수와동일하게설정하며,

활성화함수는 사용하지 않는다.

1DCNN을통해차원이축소된시계열데이터를학
습하기 위하여 본 연구에서는 RNN 기반의 학습모델
중하나인 LSTM을사용한다. LSTM은과거부터시간

순으로 입력된데이터들을누적하여 cell state에저장
한다. 이과정을통해 cell state의누적된입력값과현재
의 입력을 함께 활용하여 향후의 정답값을 예측할 수

있기때문에, 과거시간대의정보들을효율적으로활용
할수있다. 본연구에서는시계열데이터의복잡한특
징을 더욱 잘 학습할 수 있도록 2층의 LSTM 계층을

구성하며, 활성화함수는 tanh를 사용한다.
마지막으로 LSTM의출력은 3층으로구성된 Dense

계층을 통해 분석한다. Dense 계층의 최종 출력값은

각요소가 (-1, 1) 범위를갖는시간대 t에서의예측값이다. 따라서, Dense 계층의 1, 2층의활성화함수
는 Rectified Linear Unit (ReLU)을사용하고 3층의활

성화함수는 Leaky ReLU를 변형하여 다음과 같은
Customized Leaky ReLU (CL ReLU)를 사용한다.

CLReLU  


 if   if ≤  if   

(3)

CL ReLU를통해학습모델의최종출력 의각
요소가 (-1, 1) 범위에 최대한 매핑될 수 있으며,  인 경우에도 학습이 멈추지 않도록 일반
ReLU 대신 Leaky ReLU를사용한다. 학습모델의최종

출력 는앞서설명한데이터역매핑모듈식 (2)를

거쳐 콘텐츠 조회수의 예측값 가 생성된다.

3.3 모델 학습
본연구에서제안한딥러닝모델을학습할때사용한

손실함수는 mean squared error (MSE)로다음과같은
식을 지닌다.

loss ∊ (4)

이때 는시간대 에서의콘텐츠 의실제조회수
매핑 값, 는 학습모델이 예측한 매핑 값이다.

그림. 2. 1DCNN-LSTM-Dense 계층 기반 딥러닝 모델 구조.
Fig. 2. Architecture of deep learning model based on
1DCNN-LSTM-Dense layers.
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Ⅳ. 시뮬레이션 기반 평가

4.1 데이터셋
본 시뮬레이션에서는 YouTube에 업로드된 임의의

비디오콘텐츠중 2018년 5월동안정상적으로기록된

1574개의비디오콘텐츠에대한데이터셋을사용한다
[20]. 데이터셋은 1시간단위로총 695시간의데이터가
기록되어있으며, 콘텐츠별네가지속성(조회수, 댓글

수, 좋아요수, 싫어요수)이기록되어있다. 또한, 단위
시간대를 3시간으로가정하고 695시간의데이터를 3시
간단위로합산하여총 226개의데이터샘플을제작한

다. 제작한데이터샘플은 5:5의비율로, 시간순으로훈
련 데이터셋과 테스트 데이터셋으로 나눈다.

4.2 시뮬레이션 세팅
LSTM 계층은 2층모두 cell state의크기를 150으로

설정한다. Optimizer는 Adaptive Moment Estimation

(Adam)을 사용하였으며 학습률은 0.001로 설정한다.

Dense 계층은각각 1024, 512, 1574 개의노드를가지

며, 1574개의노드가있는계층이출력층이다. 앞서소
개한네가지속성데이터를모두입력데이터로활용한
다. 시나리오별로고정된네개의 seed를기반으로학습

모델의 파라미터를 초기화하고 훈련 데이터셋에 대한
학습 epoch는 100회로설정한다. 테스트데이터셋에대
해서도매시간대가지날때마다최신트렌드를지속적

으로학습하기위하여 fine tuning을적용한다. 매시간

대 에서 fine tuning은  예측 이후에 진행되며,

데이터   에대하여 2 epoch 씩진행한다. 데
이터매핑을진행할때오프셋 는조회수속성에대해
서는 100을적용하고, 나머지세속성에는 10을적용한
다.

4.3 성능 평가 지표
본연구에서는콘텐츠캐싱시나리오를고려하고캐

싱가능한콘텐츠의총개수를캐싱용량으로가정한다.

같은 캐싱 용량에 대해서 예측 조회수가 높은 순으로

캐싱 된 콘텐츠의 집합을  pred , 실제 조회수가 높은
순으로캐싱된콘텐츠의집합을  opt라할때, 다음과
같은 지표로 성능을 평가한다.

캐싱정답률  opt pred∩ opt
(5)

캐싱용량은고려하는총콘텐츠개수의 1%에해당
하는 15개에서 4%에해당하는 60개까지범위에대하

여 평가를 진행한다.

4.4 성능 평가 결과
그림 3은제안학습기법과학습모델에의존하지않

는두휴리스틱알고리즘의성능비교결과이다. 비교

알고리즘의동작방식은다음과같다. 1) heuristich:
바로 이전 시간대 에서 관측된 콘텐츠 조회수가에서도유지된다고가정했을때콘텐츠를캐싱하는방
식. 2) heuristich: 최근과거 24시간동안의(부
터 까지) 조회수평균값을기준으로콘텐츠를캐싱
하는방식. 그림 3을통해 heuristich와 heuristich
모두 0.8 이상의캐싱정답률을달성하는것을확인할
수있다. 이는현재사용한 YouTube 데이터셋이인접
한시간대사이에조회수상관관계가매우높다는것을

의미한다. 또한, 제안 학습 기법은 heuristich ,heuristich보다캐싱정답률이상회하는것을볼수
있다. 예를들어, 캐싱용량이 20개일때, 각휴리스틱
알고리즘보다캐싱정답률이각각 9.95%, 14.70% 더높
다. 이는학습모델을통하여시간에따른콘텐츠조회수

의숨겨진패턴을학습하고, 이에기반하여향후조회수
를예측하는것이콘텐츠캐싱에효과적임을의미한다.

그림 4는제안학습기법과기존의다른정규화기법

을적용한경우의성능비교결과이다. 비교대상은다

음과같다. 1) minmaxnorm: 제안학습기법에서데이

터매핑및역매핑모듈대신 0-1 minmax 정규화기법
을적용. 2) zscorenorm: 제안학습기법에서데이터

매핑및역매핑모듈대신 z-score 정규화기법을적용.

3) count : 제안학습기법에서데이터매핑및역매핑
모듈을사용하지않고조회수를직접학습. 두정규화
기법 1), 2)을데이터매핑및역매핑으로표현하면다

그림. 3. heuristich 및 heuristich와 성능 비교
Fig. 3. Performance comparison with heuristich andheuristich
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음의 수식과 같다.

minmaxnorm 



 maxminmin 
 maxminmin

(6)

(7)

zscorenorm 



 stdmean 
 std mean

(8)

(9)

이때, min와 max 는전체시간대에서콘텐츠 의
조회수의 최댓값과 최솟값을 의미하고, mean , std는
전체시간대에서콘텐츠 의조회수의평균과표준편차
를 의미한다. 그림 4를 통해 정규화를 거치지 않은count가가장낮은성능을보이는것을확인할수있
다. 이는, 콘텐츠마다 조회수가 제각각이고, 주어진
LSTM cell state에 콘텐츠별조회수의 크기와트렌드
정보를모두담아야하기때문에예측조회수정확도가

떨어지면서 발생하는 결과이다. 정규화를 적용한minmaxnorm와 zscorenorm의경우, count보다더높
은캐싱정답률을얻을수있지만 minmaxnorm은콘텐
츠별 (min , max) 정보를, zscorenorm은 콘텐츠별
(mean , std) 정보를사전에요구한다는현실적인한계
가존재한다. 반면에제안학습기법은어떠한사전정
보없이도두정규화기법을상회하는것을볼수있다.

예를 들어 캐싱 용량이 20개일 때, 제안 학습 기법의

캐싱 정답률은 count보다 17.89%, minmaxnorm보다
3.30%, zscorenorm보다 4.04% 더높다. 이는제안학

습기법이기존정규화기법의현실적한계를극복하면

서도더효과적인조회수예측이가능하다는것을의미
한다.

그림 5는제안학습기법과유사한다른매핑및역

매핑기법을적용한경우의성능비교결과이다. 비교

대상은 다음과 같다. 1) ascendmap: 매 시간대 마다 대비 의 증가 비율을 학습[19]. 2)descendmap: 매 시간대 마다  대비 
의 증가 비율을 학습. 두 기법 1), 2)을 데이터 매핑
및 역매핑으로 표현하면 다음의 수식과 같다.

ascendmap 

 

 
  

(10)

(11)

descendmap 



  
 

 
(11)

(12)

ascendmap를적용한다면, 는 ∞의범위를
가질 수 있다. 특히, 조회수가 증가하는 경향

( ≥ )은 ∞의범위에매핑되고감소
하는 경향(  )은 의 범위로 매핑
된다. 즉, ascendmap는 조회수 감소보다 증가 경향에
더 초점을 맞추는 매핑 방식이다. descendmap는ascendmap와정확히역수관계에있으므로, 동일한논

리에따라조회수증가보다감소경향에더초점을맞추
는 매핑 방식이다. 그림 5을 통해 제안 학습 기법은

그림. 4. minmaxnorm , zscorenorm , count와 성능 비교
Fig. 4. Performance comparison with minmaxnorm .zscorenorm and count

그림. 5. ascendmap 및 descendmap와 성능 비교
Fig. 5. Performance comparison with ascendmap anddescendmap
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ascendmap와 descendmap보다높은캐싱정답률을달
성한것을볼수있다. 예를들어, 캐싱용량이 20개일
때, 제안 학습 기법의 캐싱 정답률은 ascendmap보다
1.35%, descendmap보다 2.55% 더높다. 이는제안학

습기법이식 (1)에따라조회수가증가하는경우와감
소하는경우를동일한크기의범위로매핑함으로써조

회수증가와감소경향모두를편향되지않고학습하기
때문에더욱효과적인조회수예측이가능하다는것을
의미한다.

그림 6은제안학습기법에대하여, 테스트데이터셋
을 대상으로 실시간 fine tuning을 적용했을 때

(proposed)와적용하지않았을때(nonftune)의성
능비교결과이다. 해당비교에서도유의미한캐싱정답
률차이를확인하였으며, 이는콘텐츠의인기도는시간

이흘러감에따라과거와다른양상으로변화할수있다

는 것을 의미한다. 따라서, 최신 히스토리를 바탕으로
지속적인 온라인 학습이 동반되어야 효율적인 콘텐츠
캐싱이 가능함을 알 수 있다.

그림 7는제안학습기법에대하여, 모델의입력으로
사용한다중속성개수를달리했을때의성능비교결과
이다. 비교 대상은 다음과 같다. 1) attrview: 콘텐츠

조회수만활용한경우. 2) attrviewcmt: 콘텐츠조회수
와댓글수를활용한경우. 그림 7을통해네가지속성

을모두활용하는 proposed가아주근소한차이로만attrview와 attrviewcmt를 상회하는 것을 볼 수 있다.

이는조회수예측에는다른속성의히스토리보다조회
수히스토리가압도적인상관관계가있음을의미한다.

Ⅴ. 결 론

본연구에서는시간대마다관측되는사용자의콘텐

츠요청히스토리를이용하여미래의콘텐츠조회수를

예측하기 위한 딥러닝 기법을 제안하였다. 특히, 예측
성능을높이기위하여, 조회수의크기정보를제외하고

트렌드에만초점을맞추어학습할수있는데이터매핑
기법을 제안하였고, 다중 속성 데이터 간의 상관관계,

시간 축에서의 데이터의 상관관계를 학습할 수 있는

1DCNN-LSTM-Dense 계층기반의딥러닝모델을제
안하였다. 제안학습기법은기존에제시되어왔던다양
한휴리스틱, 정규화기법, 데이터매핑기법등과비교

하여미래정보가사전에필요하지않으면서도가장높
은캐싱정답률을달성하는것을확인하였다. 제안학습
기법은콘텐츠캐싱뿐만아니라수치데이터의변화를

학습및예측해야해야하는다양한시나리오에서도높
은 예측 정확도를 보일 것으로 기대된다.
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